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摘要: 为简化细胞病毒 T细胞 ( cyto to xicity T lymphocytek, CTL )表位鉴定方法 ,应用改进

的人工神经网络方法定量研究了短肽与 M HC( ma jo r histo compatibility complex )分子结合

亲合力的关系 ,并建立了 CTL表位的预测模型 ,得到了预测模型最优性能参数 . 用此模型对

短肽与 HLA-A* 0201分子结合的 805个预测样本进行了预测 ,预测准确度达到 73. 8% . 对

来自黑色素 M AGE-2的短肽与 M HC分子的结合亲合力也进行了预测 ,结果较好 .
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0　引　言

近年来肿瘤特异性免疫治疗越来越受到人们

的关注 ,人们对特异性杀伤肿瘤细胞过程也有了

进一步的了解 ,其过程是肿瘤抗原蛋白在抗原提

呈细胞 ( antig en-presenting cells, APC)的胞浆中

被蛋白酶体 ( pro teasom e)裂解成短肽片段 (短肽

长度 一 般为 8 ～ 11) , 由 转 运 相 关 蛋 白

( t ranspo rter associated w ith antig en processing,

T AP)负责完成将蛋白酶体裂解产生的短肽片段

从胞浆转运至内质网腔 ,短肽在内质网中 ,与新生

成 的 主 要 组 织 相 容 性 复 合 体 ( majo r

histocom patibili ty complex class I, M HC I类 )分

子T重链、U2微球蛋白结合 ,形成的 M HC-短肽复

合体被提呈到 APC细胞表面 ,与 T细胞表面受体

( T cell recepto r, TCR)特异性结合 ,使得 C TL细

胞开始活化、增殖、分化 ,从而对肿瘤细胞进行特

异性杀伤 . 通常将能够启动免疫应答的一个抗原

短肽称为 T细胞表位 .

由于 CTL细胞表位是 CTL细胞激活的关

键 ,其选取对于 CTL细胞的激活起着十分重要的

作用 . 实验上选取 T细胞表位是采用先合成大量

的交叠肽 ,再通过后续淋巴细胞实验进行选取 .

这种方法不仅费时费力 ,费用大 ,而且预测 T细胞

表位的效率也低 . 随着生物信息学和计算机技术

　　

的发展 ,许多预测 C TL表位的理论方法应运而

生 ,主要包括 6大类 ,即 ①神经分类器:人工神经

网络 ;② 统计学分类器: 量化矩阵、权值基序、隐

马尔可夫模型 ;③结构分类器:结合基序、权值基

序 ;④基于启发式的方法:序列相似法 ;⑤计算机

建模:分子建模 ;⑥结合法:分子建模与隐马尔可

夫模型 ,其中每种方法都处于发展完善中 . 目前 ,

对 T细胞识别抗原短肽的机理还不是很清楚 ,各

种预测理论方法主要讨论的都是抗原短肽与

M HC分子的结合 ,因为抗原短肽与 M HC的结合

力越强 ,成为表位的可能性就越大 [ 1] . 免疫学实

验上用 IC50值来标记抗原短肽与 M HC分子结合

力的大小 ,每一个抗原短肽的氨基酸序列都对应

一个 IC50值 . 本文基于人工神经网络方法研制

CT L表位预测软件 ,在认真总结国内外有关该方

面研究成果的基础上 ,对预测模型参数进行研究

及改进 ,通过对已知样本 (由以前实验所累积的数

据中选取 )训练 ,获得具有预测能力的权值序列 ,

并利用此权值序列来预测抗原短肽与 M HC分子

结合情况 ,以达到对 CTL表位初步筛选 ,提高实

验成功率的目的 .

1　材料与方法

1. 1　预测模型的数学原型

本模型应用的数学原型是 BP网络 ,它采用

　　



光滑活化函数 g (x ) ,具有一个或多个隐层 ,相邻

两层之间通过权值全连接 . 其基本流程是: 逐一

地将训练样本 {aj }Jj= 1 R
N从输入层送入网络 ,样

本信息在网络中逐层向前流动 ,在输出层获得相

应的实际输出 {Yj }Jj= 1 R
M ,并由实际输出 {Yj }Jj= 1

 R
M
和理想输出 {O

j
}
J
j= 1 R

M
计算出误差 E ,此

过程网络称为“前传网络” . 而后利用所得的误差

去调整网络的权值 ,即是网络的学习过程 . 这次

网络的权值修改过程是由网络的输出层向输入层

逐层修改的 ,即所谓的误差反向传播 . 然后再将

样本逐一地从输入层送入 ,再次计算实际输出和

误差 ,如此反复直到误差满足事先设定的条件 .

误差函数如下:

E≡
1
2∑

J

j= 1
|O

j
- Y

j
|

2

若求得的误差值不满足事先设定的条件 ,就

要调整权值 ,一个常用的方法是梯度下降法 . 取

当前权值的改变量为

Δw = - Z
 E
 w

其基本思想是将线性不可分的正负样本信息

投射到高维特征空间中使其变为线性可分 ,并找

到分割函数 ,此后就可以利用此函数去预测未知

样本信息 .

1. 2　预测模型建立

图 1是长度为 9的短肽 ( nonamer) ,从图中可

见每个短肽上有 9个氨基酸残基位置 ( P1～ P9) ,

每个位置上可能出现 20种氨基酸残基中的任意

一种 . 由实验得知拥有不同氨基酸序列的短肽与

M HC分子的实验结合值 (即 IC50或 P IC50值 )也

不相同 ,即短肽的氨基酸序列与实验结果有一一

对应关系 ,且研究表明同一个短肽中的各个位置

的氨基酸存在相互影响 ,显然这是一种非线性问

题 . 而这种非线性问题可以用多层带权值的神经

元来解决 ,所以便将人工神经网络的方法引入表

位预测领域中来 .

图 1　短肽的结构

Fig . 1　 The st ructure o f nonamer peptide

　　一般的神经网络方法都有易陷入误差曲面

的局部极小和收敛慢的缺点 ,对此本文做了两点

优化改进:

( 1)附加动量法

在反向传播方法的基础上 ,在每一个权值的

变化上加上一个正比于前次权值变化的量 ,并且

根据反向传播法产生新的权值变化 ,即

Δw ( t + 1) = - ( 1 - T)Z E ( t )
 w

+ TΔw ( t )

当增加了动量项后 ,促使权值的调整向着误

差曲面底部的平均方向 ;当网络权值进入误差曲

面底部的平坦区时 , E ( t ) / w将变很小 . 于是 ,

Δw ( t+ 1) = TΔw ( t ) ,从而防止Δw ( t+ 1) = 0的

出现 ,有助于使网络从误差曲面的局部最小值中

跳出 . 同时 ,为防止修正的权值在误差中导致太

大的增长 ,T的选取依如下规则

T=
0; 当 E ( t + 1) > E ( t )× 1. 04

T;当 E ( t + 1)≤ E ( t )× 1. 04

( 2)自适应学习率

对于特定问题 ,通常是凭经验或实验设定一

个适当的学习率Z,但即便如此 ,对训练初期效果

较好的学习率 ,往往不适用于训练后期 . 因此 ,有

必要自动地调整学习率 ,采用的调整公式如下

Z( t + 1) =

1. 05Z(t ) ;当 E( t + 1) < E (t )

0. 7Z( t) ;当 E (t + 1) > E( t )× 1. 04

Z(t ) ;其他情形

依照规则 ,初始学习率Z( 0)的选取范围可以

有很大的随意性 .

本文是针对 HLA-A* 0201分子结合长度为

9的短肽的研究 (对于其他 M HC I类分子结合其

他长度的短肽本模型同样适用 ,只需改变模型参

数 ,例如与 8个氨基酸组成的短肽的结合问题 ,则

只需将下面的肽链长度参数改为 8即可 ) . 本文

改进后的 BP网络如图 2所示 ,首先将短肽扩展成

9× 20+ 1 = 181个神经元 ,即网络的输入层 ,其

中 20代表在短肽中每个位置氨基酸出现的 20种
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可能性 ,出现哪种氨基酸 ,哪个对应数值就是 1,

其余 19个则为 0;额外的那个神经元是网络偏移

量θ;隐层有 9+ 1= 10个神经元 . 其中 9个神经

元代表短肽的 9个位置 ,它们体现了输入层所有

位置的氨基酸与 M HC I类分子结合时对该位置

的作用 ,额外的那个神经元仍然是偏移量 θ;输出

层有 1个神经元 ,代表短肽与 HLA-A* 0201分子

结 合 亲 和 力 , 用 P IC50 值 表 示 ( PIC50 =

lg ( 1 /IC50 ) )
[2 ]

.

图 2　模型的结构

Fig. 2　 Architectur e of the model

1. 3　模型参数的设定 (针对 HLA-A* 0201结合

短肽的预测 )

肽链的长度 P = 9. 网络偏移量θ= - 1. 0,

给每一层神经元增加一个偏移量可以加快收敛速

度并且对其分类能力也有很大的改善 . 本文也与

没有偏移量的同类模型进行了比较 ,结果发现有

偏移量的这种设置法效果更佳 ,例如文献 [3]是

将偏移量设定为 0(即没有它 ) ,其敏感度、特异

性、准确度分别为 73. 2、 71. 2、 72. 2;而本文这种

设定法的敏感度、特异性、准确度为 72. 6、 75. 0、

73. 8,显然这种方法更优 .

隐层数目 n = 1,本文对多个隐层也进行了研

究 ,发现多个隐层是不必要的 ,反倒使网络本身的

结构复杂化 ,计算量也大幅度提高 .

初始学习率 Z= 0. 01,前面已经提到初始学

习率的设定有很大的随意性 ,但初始值较小的学

习率还是更为稳妥的 .

活化函数参数 U= 0. 01,U是活化函数的图

像曲线的平滑度 . U越小 ,曲线越平滑 ,与学习率

一起决定收敛速度 .

权值修改方式:在线方式 ,采用这种方式是由

于本文研究的样本数很大 . 若采用批方式 ,训练

次数会远远大于在线方式 ,而且抖动问题过多 .

且在线梯度法可以看做是梯度法的一种随机扰

动 ,有助于跳出局部极小 .

目标误差 E = 0. 000 000 5,即当误差 E小于

0. 000 000 5时停止训练 . 本文对更小的误差设

定也作了研究 ,结果运行时间不仅大大增长 ,且还

出现了过拟合现象 .

阈值为 5,阈值就是网络中用于判断结合肽

和非结合肽的分界线 ,本文对 0到 10范围内间隔

0. 1的所有阈值进行了研究 ,当阈值选取为 5时敏

感度和特异性几乎相等 .

动量因子T= 0. 9,这是对训练时收敛速度和

抖动问题的综合考虑 ,当设定值小于 0. 9时收敛

过慢 ,当设定值大于 0. 9时抖动问题过多 ,这个值

的设定跟网络的编写有关 ,不同编码基于这两个

因素的考虑会采用不同的动量因子 .

1. 4　模型样本的训练集和预测集

本研究用到的样本分为两部分: 训练集和预

测集 . 样本主要来自 M HCBN数据库和此领域的

相关表位预测的文献 [2、 4～ 6 ] . 作为训练集的样本

是这些数据中所有具有确定的结合值 (是指 IC50

或 P IC50值 )的样本 (共有 320个 ) ,其余的作为预

测集 (共有 805个 ,其中包括 753个结合肽和 52个

非结合肽 ) .

1. 5　模型评价指标

为了评价本模型 ,引进评估参数:敏感度 Sen、

特异性 Spe、正预测度 Ppv、负预测度 N pv、准确度

Acc以及相关系数 C
[6 ]:

Sen =
N TP

N TP+ N FN
× 100% ,

Spe =
N TN

N TN + N FP
× 100% ,

Ppv =
N TP

N TP + N FP
× 100% ,

N pv =
N TN

N TN + N FN
× 100% ,

Acc =
N TP+ N TN

N TP + N FP + N TN + N FN
× 100% ,

C =
N TP× N TN - N FN× N FP

(N TN + N FN ) (N FN + N TP ) (N TP+ N FP) (N FP+ N TN )

×

100%

式中: N TP、N FP、N TN、N FN分别表示预测出正确的

结合肽、错误的结合肽、正确的非结合肽、错误的

非结合肽 .
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2　结果与讨论

图 3为学习率Z随训练步数 n的变化情况 .

从图 3可以看出 ,学习率总是自适应地调整 ,到达

一个峰值后 ,就迅速地降到一个很小值 ,然后再变

大 . 在学习过程中 ,一开始学习率峰值较小 ,随后

学习率的峰值逐渐呈现非线性增长趋势 . 这也说

明采用自适应学习率比传统 BP网络具有如下优

点:一开始采用较小的学习率可以避免网络震荡 ,

保证进入一个正确吸引域 ;然后较大的学习率可

以成倍地减少学习时间 ,加速网络的收敛过程 ,而

传统的 BP网络是难以两者兼顾的 .

图 3　学习率曲线

Fig . 3　 Curves o f lea rning ra te

　　应用自行研制的预测 C TL表位的软件对

805个预测样本进行预测 (未经任何手段的挑

选 ) ,并对 0到 10之间的所有阈值进行了测定 . 所

得数据如表 1所示 .

表 1中用黑体标记的是本模型最终选定的阈

值 ,在该阈值下模型具有最为接近的敏感度和特

异性 ,并且具有较高的准确率和较大相关系数 .

需要说明的是不同训练样本和不同编码神经网络

的模型会拥有不同的阈值 ,但对于测量结果不会

造成影响 ,只要选取的是敏感度和特异性最接近

的就可以了 . 从表 1中可以看出要获得高敏感度

时 ,可以调低阈值 ;但应注意此时是以降低特异性

为代价的 . 同理 ,也可以调高阈值来获得高特异

性 . 对于阈值 T的选取本文也搜集了一些国内外

同行的结果 ,分别是文献 [6]: T ( P IC50 ) = 4、 IC50

= 100μm; 文献 [7]: T ( P IC50 ) = 4. 3、 IC50 = 50

μm;文献 [8、 9]: T ( P IC50 ) = 5、 IC50 = 10μm;文

献 [3 ]: T ( P IC50 ) = 5. 1、 IC50 = 8μm; 文献 [3、

8]: T ( P IC50 ) = 7、 IC50 = 0. 1μm.

表 1　改进的神经网络预测 CT L表位模型的性能
Tab. 1　 The per fo rmance o f modified ANN-based prediction method at va rious thresholds

T S en S pe N pv P pv Acc C

1. 0 99. 2 1. 9 70. 7 50. 3 50. 6 4. 9

1. 5 98. 1 3. 8 67. 4 50. 5 51. 0 6. 0

2. 0 96. 1 7. 7 66. 6 51. 0 51. 9 8. 2

2. 5 93. 4 7. 7 53. 7 50. 3 50. 5 2. 0

3. 0 89. 5 15. 4 59. 5 51. 4 52. 4 7. 3

3. 5 86. 1 28. 8 67. 4 54. 7 57. 5 18. 2

4. 0 81. 5 48. 1 72. 3 61. 1 64. 8 31. 4

4. 5 77. 4 55. 8 71. 2 63. 6 66. 6 34. 0

5. 0 72. 6 75. 0 73. 3 74. 4 73. 8 47. 7

5. 5 64. 8 78. 8 69. 1 75. 4 71. 8 44. 1

6. 0 54. 7 84. 6 65. 1 78. 1 69. 7 41. 2

6. 5 43. 3 88. 5 60. 9 79. 0 65. 9 35. 6

7. 0 29. 0 94. 2 57. 0 83. 4 61. 6 30. 6

7. 5 14. 9 98. 1 53. 5 88. 6 56. 5 23. 3

8. 0 7. 8 100 52. 0 100 53. 9 20. 2

8. 5 2. 3 100 50. 6 100 51. 1 10. 7

9. 0 0. 1 100 50. 0 100 50. 1 2. 6
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　　为了检测本模型的性能 ,作者应用本模型对

黑色素 M AGE-2的蛋白质氨基酸序列 (见图 4,来

自 SW ISS-PO RT数据库 )进行了预测 ,因为恶性

肿瘤一般均有黑色素 M AGE的表达 . 通过基序

法和上面建立神经网络模型的结合进行预测 ,表

2中的 P值给出的是模型预测各个短肽与 M HC

分子结合的 P IC50值 ,所列出的短肽序列为预测

值最高前 16个 ,即是该模型预测出的待定表位 .

可喜的是其中短肽 KMV ELV HFL ( 112-120)、

KIW EELSM L ( 220-228)、 FLW GPRALI ( 271-

279) 已被实验验证了 (详见表 2) ,由此可以看出

此方法的效率是令人满意的 .

图 4　黑色素 M AGE-2的蛋白质氨基酸序列

Fig . 4　 Amino acid sequence of m elanin M AGE-2 protein

表 2　 神经网络模型结合基序法预测来自黑色素

M AGE-2的短肽

Tab. 2　 M elanin M AGE-2 binders predicted by ANN

combined with mo tif pr ediction method

排序 位点 序列 P 文献

1 45-53 LV EV T LGEV 9. 051

2 108-116 AIS RKMV EL 9. 671

3 112-120 KMV ELV HFL 8. 367 [10 ]

4 113-121 MV ELV HFLL 7. 007

5 132-140 K AEM LESV L 7. 463

6 159-167 QLV FGIEVV 8. 495

7 174-182 HLYILV T CL 7. 775

8 176-184 YILV TCLGL 7. 643

9 194-202 QVM PKTGLL 8. 530

10 201-209 LL IIV L AII 8. 054

11 202-210 LIIV LAIIA 7. 742

12 220-228 KIW EELSM L 9. 488 [11 ]

13 237-245 SV FAHPRKL 7. 712

14 271-279 FLW GPRALI 7. 579 [11 ]

15 278-286 LIE TSYV KV 9. 532

16 283-291 YV KV IHHTL 9. 192

3　结　语

本文建立的神经网络模型是一种较好的表位

预测模型 ,它能较准确地预测未知样本抗原肽与

M HC分子结合的亲和力 . 应该注意的是 ,人工神

经网络方法预测 CTL表位是建立在大量的实验

数据基础上的 . 虽然现今的实验数据的确有了明

显的增加 ,可是在这些数据中具有精确的 IC50或

P IC50值的却占很少一部分 ,而且结合肽的数据

量和非结合肽的数据量仍然存在较大的不平衡

性 ,这都将延缓人工神经网络方法展现其优越性 .

不过随着 C TL表位数据库的建立和完善 ,相信这

一点一定会在众多科学家的共同努力下不久就得

以解决 .
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Prediction of CTL epitopes based on modified artif icial neural network

LIU　Tao
* ,　SONG　Zhe ,　LIU　Wei ,　WANG　Xue -ying ,　QIU　Xiao -ming

( Dept . of Phys . , Dalian Univ . of Technol . , Dal ian 116024, China )

Abstract: To simpli fy the identification method of cytotoxici ty T lymphocy tek ( C TL) epi topes, the

binding af fini ty relationship betw een peptide and M HC ( majo r histocompa tibi li ty complex ) mo lecula r

w as quantitativ ely studied wi th the modified arti ficial neural netwo rks method. The m odel of

predicting the epi topes o f CT L w as established, and the optim um param eters fo r the prediction model

w ere obtained. The binding af fini ty prediction to the 805 peptides samples of HLA-A* 0201 mo lecula r

w as carried on wi th this m odel, and the accuracy o f prediction w as 73. 8% . The af fini ty betw een

nonamer o f melanin M AGE-2 and M HC is predicted, and the resul ts are reliable.

Key words: a rtificial neural netw ork; BP netw o rks; CT L epitopes; M HC-peptides compound
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