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自适应参数的AOSVR算法及其在股票预测中应用

吴  微*, 张  凌

(大连理工大学 应用数学系,辽宁 大连 116024)

摘要:以股票预测为背景,在一种在线SVR算法AOSVR中,引入Cherkassky参数选择策略,

形成自适应参数的AOSVR算法.根据时间序列的变化,通过在线调整SVR参数达到更好的预

测精度和泛化能力.另外,针对股票市场特性,利用AOSVR的“忘记”阈值丢掉早期数据来集中

刻画近期的股市特点.将自适应参数的AOSVR算法应用到上证综合指数构成的时间序列上,

取得了良好的预测效果.
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0 引 言

支持向量机回归(SVR)算法自提出以来,由于

其不同于基于搜索的BP等传统神经网络而具有

的全局最优、避免“维数灾难”等优点,已成为目前

流行的模式分析方法之一,并且在股票预测中获得

了较好效果[1~3].由于基于二次规划,经典的SVR
算法如Chunking[4]、Decomposition[5~7]等都是批处

理的.在股票预测这样的时间序列问题中,由于样

本点随时间递增给出,SVR每次都要对新的训练

集重新以批处理方式训练,十分耗时.近来以原有

训练集为基础在线更新的SVR成为研究热点[8~11],
其中AOSVR[8]以其自身优点在时间序列预测领域

取得了较好的成果[12、13].但是它对敏感影响SVR
性能的参数C、ε和核函数参数没有特殊考虑.

一般地,SVR参数是在训练前由经验或校验

方法确定的.Cherkassky等[14]根据SVR的统计特

性提出由样本点直接确定参数的简单方法,并且在

批处理SVR证明有很好的可行性.股票预测问题

里样本变化规律不稳定且噪声严重,固定SVR参

数往往不能很好地刻画样本特性.因此本文结合

AOSVR的在线特点和Cherkassky等由数据确定

参数的简单方法,构造在线自适应参数的AOSVR
算法,可以随样本数据的加入在线调整参数从而更

好地刻画股市样本的特征来达到更好的预测效果.

此外,尽管股票走势不稳定,但其近期行情是

相对稳定的,而且股民也是由近期股情来做决策.
因此在大量的股票数据中利用近期样本可以更好

地刻画股市特点.本文为股票时间序列设定“忘
记”阈值Tm,当递增的AOSVR训练样本数大于

Tm 时,可以利用递减的AOSVR有技巧地而不是

简单地丢掉早期数据.
本文利用自适应参数的AOSVR算法和“忘

记”阈值方法,以2002~2003年上证综合指数为

样本进行数值实验.

1 AOSVR基本思想

1.1 支持向量机回归(SVR)算法和KKT条件

给定一个训练集T={(xi,yi);i=1,…,l},
其中xi∈RN,yi∈R.支持向量机的回归问题就

是要在一个高维空间F中构造一个线性的回归函

数f(x)=WTΦ(x)+b,这里W 是F 中的向量,
Φ(x)是将原始问题空间的x映射到F.SVR二次

规划的目标函数具有如下形式[15]:
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其中σ是核函数参数.通过求式(1)得到回归函数

形如

f(x)=∑
l

i=1

(αi-α*
i )K(x,xi)+b*

式(1)的最优解存在当且仅当Karush-Kuhn-
Tucker(KKT)条件成立:
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因此当问题达到最优解时,样本点可以分为3类,
它们各自满足条件(3):

(1)E = {i‖θi|=C},此时|h(xi)|>ε样

本点落在ε-tube之外,属于错误点;
(2)S={i|0<|θi|<C},此时|h(xi)|=

ε样本点落在ε-tube之上,属于支持向量;
(3)R= {i‖θi|=0},此时|h(xi)|<ε样

本点落在ε-tube之内,没有影响.
1.2 AOSVR主要思想

AOSVR通过更新f(x)=∑
l

i=1
θiK(x,xi)+

b* 中每个样本点xi 对应的θi 来使加入样本后新

训练集满足KKT条件.当一个新样本点xc 加入

训练集后,AOSVR在有限步内找到合适的该点

对应的系数θc 使得xc 点满足KKT条件.在这个

过程中要同时使已经存在的样本点继续满足它们

相应的KKT条件.AOSVR算法流程如下[8]:
(1)取θc=0,判断xc是否属于R集合,如果

是转(5),否则转(2);
(2)确定θc的变化量Δθc;
(3)更新T中的样本系数θi和θc,确定每个样

本点所属的集合S、E、R;
(4)判断(xc,yc)是否属于S或E 集合,若是

转(5),否则转(2);
(5)将(xc,yc)加入样本集T,算法结束.
在更新系数的过程中关键是第(2)步,确定

的标准是使样本在回归函数更新后仍然属于E、

S、R 中的最小Δθc.

2 AOSVR下参数的自适应选择

SVR的参数C、ε与RBF核函数的σ敏感地影

响训练精确度和推广能力.事实上,参数选择的方

法比解决SVR更加复杂.一般的SVR方法都是批

处理方法,在加入样本训练之前都需要按照经验预

先设定3个参数,或者由某种校验算法如Cross
Validation或Leave-One-Out算法来求得.但是对

于股票预测这样的样本随时间递增给出并且具有

不稳定噪声的回归问题,经验设定无法很好掌握数

据的特性而校验算法也异常繁琐耗时.如果能够随

样本加入根据样本数据随时调整参数将可以更好地

刻画样本变化特点.以AOSVR的在线SVR为基础

引入Cherkassky方法[14]恰好满足了这样的要求.
基于SVR各个参数对于样本数据统计特性

的分析,Cherkassky等[14]提出了一种简单的由样

本直接确定参数的方法,其中y和σy 分别是yi(i
=1,…,l)的平均值和标准差,d 是x 的维数,

rang(x)是x各分量的值域:

C=max(|y+3σy|,|y-3σy|)

ε=3σy
lnl
l

(4)

σd = (0.2~0.5)×rang(x)
在AOSVR下,加入新样本后,根据式(4)更

新C、ε和σ而不是保持同样的参数值,这样将样

本变化的特征反映到回归函数中.原本应用于批

处理 SVR 的 Cherkassky方 法 引 入 到 在 线 的

SVR中,恰好满足在非稳定时间序列预测里随样

本变化调整回归参数的要求.当然仅仅加入1个

样本时更新对3个参数变化影响不大,但是对于

噪声异常或者数据变化剧烈的情况,这种方法是

合理的,并且这种简单的方法并不加大时间损耗.
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3 股票预测中应用 AOSVR 的“忘

记”阈值

股票市场变化不稳定,但是近期的股票走势

比较稳定,而且投资者也是根据近期的股票行情

来决定投资行为.因此在预测中,应该更好地把握

股票近期特点,同时考虑到时间和空间效率也要

求训练的网络忘记早期的信息来增强近期信息的

“记忆”.AOSVR可以做到在时间序列中有技巧

地“忘记”早期样本,而不是直接丢掉.具体方法

是:当训练样本个数增加到一个指定阈值Tm 时,

AOSVR就从样本序列中去掉早期样本点.而去

掉样本点必然会改变其他样本的 KKT条件.因
此,和前述递增训练方法相似,AOSVR采用递减

的方式有步骤地去掉样本点,同时保证其他样本

点的KKT条件.结合“忘记”阈值的自适应参数

的AOSVR如图1所示.

图1 自适应参数的AOSVR流程图

Fig.1 FlowchartofAOSVRwithadaptiveparameters

4 自适应参数的 AOSVR在股票预

测中应用

股票预测是典型的非稳定时间序列预测问

题.目前,研究者用BP等神经网络给出了不错的

预测结果[16、17].但是这些方法始终面临一个如何

确定网络结构的问题,而SVR通过解二次规划直

接确定网络,避免了该问题并总有全局最优解.然
而目前应用到股票预测的SVR方法都是传统的

固定SVR参数并以批处理方式解二次规划来确

定回归函数.在股票市场这种样本变化不稳定且

噪声严重的问题里,相对于传统方法,自适应参数

的AOSVR算法通过递增地给出训练样本并且随

着样本集的变化动态地改变SVR参数值可以更

好地刻画样本的特征从而达到更好的预测效果.
同时,利用AOSVR“忘记”阈值,可以更好地刻画

股票近期特征以达到更好的精确度和推广效果.
4.1 时间序列的构成

股市数据时刻变化,但却有明显的时序性.样
本数据的变化直接受到时间参数的影响,所以本

文直接使用原始数据,从而很好地描述数据的瞬

时变化特性.本文选用2002~2003年上证综合指

数为训练集和测试集构成时间序列,表1给出了

每个样本的12个分量,它们分别是股市数据指

标,用来刻画股票走势[16、18].

表1 样本元素的构成

Tab.1 Componentsofsamples

元素 含义 元素 含义

ξ1 今日收盘指数 ξ7 K指标

ξ2 今日涨跌值 ξ8 D指标

ξ3 昨日涨跌值 ξ9 RSI
ξ4 前日涨跌值 ξ10 DIF
ξ5 前10日(含今日)平均涨跌值 ξ11 DEA
ξ6 前30日(含今日)平均涨跌值 ξ12 BAIS

4.2 样本归一化

为了提高训练的效率和结果的推广能力,需
要压缩输入数据的实际变化范围.因此对样本数

据进行归一化处理.设ξij是第i个训练样本的第j
个分量,首先计算样本集合上各维分量的均值

Pj = 1l∑
l

i=1
ξij,然后进行样本集合的归一化处理:

ξij =ξij/Pj.这样使得样本集合在各维上都尽量

向“1”靠近,从一定程度上减少了样本向量在各

维上的差别.
4.3 股票预测和结果分析

尽管BP在股票预测方面有成功的应用,但本

质上说BP在回归方面不如SVR.因此本文仅在

SVR领 域 讨 论 股 票 预 测 问 题.SVM-light[6]和

SMO[5、7]是SVR的两种有效批处理实现方式,本文

将SVM-light和SMO与AOSVR在预测精确度、
泛化能力、时间效率方面进行比较分析.预测结果

评价方法采用正规化均方误差(Enms):

Enms= 1
lδ2∑

l

i=1

(f(xi)-yi)2;

δ2 = 1
l-1∑

l

i=1

(yi-y)2 (5)

实验1 自适应参数的 AOSVR和SVM-
light、SMO在预测效果上的比较

取200d股票数据作为训练样本,其后20d
作为测试样本.在200d的训练样本中,分别采用

AOSVR递 增 给 出 样 本 在 线 更 新 参 数 方 法 和

SVM-light、SMO的批处理方法训练,在后20d
测试训练结果.从表2可以看到:自适应参数的

AOSVR与SVM-light和SMO在训练精度上相

差不大,可以验证自适应参数的AOSVR和批处

理的结果是一致的,而由于前者使用自适应参数
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在结果上略微好些.从预测结果上看,SVM-light
和SMO比自适应参数的 AOSVR有较大差距.
因为前者是固定参数,当股票值变化剧烈时不能

刻画所有的情形,而后者自适应参数使预测的20
d股票特征刻画得更好.当然这种差距部分原因

在于SVM-light和SMO参数没有取到最好,这
也正是本文自适应参数的AOSVR较批处理方法

在股票预测中的优势之一.通过该实验说明在线

自适应参数的AOSVR比传统的批处理方法在股

票预测中具有一定的优越性.

表2 自适应参数的 AOSVR和固定参数的

SVM-light及SMO的比较

Tab.2 ComparisonofadaptiveAOSVR,andSVM-
lightandSMOwithfixedparameters

SVR算法
Enms

训练结果 预测结果

自适应AOSVR 0.1532 0.3256
SVM-light 0.1604 0.4230
SMO 0.1579 0.3912

实验2 自适应参数的AOSVR和固定参数

的AOSVR在预测效果上的比较

实验分50、100、200、350d4个时间段,将样

本看做时间序列,每加入1个样本做1次更新并

预测第2d的股票收盘指数,当第2d股票收盘指

数得到后加入训练集更新并预测第3d股票收盘

指数,以此类推.事实上,股票预测往往仅需要预

测第2d的股票值即可,当第2d股票值得到后再

用来预测第3d的股值.由表3可见:自适应参数

这一列所得结果相对其他3列固定参数结果更好.
这说明自适应的参数调整可以更好地刻画时间序

列特性.同时可见随着时间的增长误差值逐渐降

低,这是因为时间长股票变化幅度就相对剧烈,而
自适应参数能比较好地适应这种变化.同时需要说

明的是,SVR性能的优劣极其敏感地依赖于参数

的选择.最合适的参数会使股票预测效果最好,但
这种参数很难通过经验设定来达到.因此本文自适

应参数比固定参数有更好的实用意义,见图2.

表3 自适应参数的 AOSVR和固定参数

的AOSVR比较

Tab.3 ComparisonofAOSVRswithadaptiveand
fixedparameters

时间段/d
自适应

参数

固定参数

C=1
ε=10
σ=2

C=1
ε=1

σ=0.5

C=0.3
ε=1

σ=0.5
50 0.2878 1.1580 1.4672 1.6669
100 0.2731 1.3589 1.6167 1.8393
200 0.1355 0.9931 0.8647 1.0646
350 0.1570 0.8624 0.7587 0.9174

图2 自适应参数的AOSVR在不同时间段内的股票预测

Fig.2 StockmarketforecastbyadaptiveAOSVRindifferenttimeintervals
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实验3 自适应参数的AOSVR和在线迭代

的SVM-light、SMO在时间效率上的比较

SVM-light和SMO在加入1个样本后更新

回归函数要在新的训练集上批处理训练,这样每

加1个样本都要重新更新必然会比 AOSVR耗

时.该实验在时间效率上和预测精度上将二者进

行比较.由表4可见随着样本增多SVM-light和

SMO比AOSVR的时间增长快.从预测精度上

看,虽然SVM-light和SMO也是每次增加1个

样本后更新回归函数但是由于它们用一个固定的

参数,而自适应的AOSVR在每次增加样本后更

新参数可以更好地刻画样本特性,从而达到更好

的预测效果.

表4 自 适 应 参 数 的 AOSVR 与 在 线 迭 代 的

SVM-light和SMO在不同时间段比较

Tab.4 Comparisonofadaptive AOSVR andonline

SVM-lightandSMOindifferenttimeintervals

时间段/d
AOSVR SVM-light SMO

Enms t/s Enms t/s Enms t/s
50 0.2878 4 0.2732 5 0.2780 6
100 0.2731 4 0.2759 9 0.3185 9
200 0.1355 14 0.3142 71 0.3295 89
350 0.1570217 0.2951459 0.3052490

实验4 引入“忘记”阈值在股票预测中的作

用

在实际应用中,股票样本数量往往很大,在

SVR训练过程中会使在有限的时间空间效率下

无法完成.利用AOSVR“忘记”阈值Tm 将“时间

久远”样本有规则“忘掉”,可以控制问题规模使时

间空间效率不致过低.在实验中,尝试给出不同的

阈值Tm 检验与不使用阈值的AOSVR在预测精

度和时间空间效率上的比较.当样本数量大于Tm

时,将首先利用递减的AOSVR去掉早期的数据,
这样额外加入了计算量.因此选择合适的Tm 是

一个在舍去样本计算和新加样本计算之间寻求平

衡的 问 题.如 表 5 所 示,当 Tm 较 小 时,递 减

AOSVR还没有发挥优势反而增大了计算量;当

Tm 达到一定值,由于递减AOSVR使训练集不致

无限制增大降低了内存要求并使运算速度相对加

快.从预测效果上看,引入适当的Tm 使忘记早期

数据能够充分利用近期数据特点,但Tm 过小或

过大都不能达到最好的效果.在本文采用的股票

模型中,实验证明Tm 在200左右为宜.

表5 带与不带“忘记”阈值Tm 的AOSVR
不同时间段比较

Tab.5 AOSVRswithandwithout″forgetting″

biasTmindifferenttimeintervals

Tm/d 时间段/d

带“忘记”阈值

的AOSVR

不带“忘记”阈值

的AOSVR

Enms t/s Enms t/s
100 150 0.3011 5 0.2943 4
100 200 0.2531 18 0.1355 15
100 250 0.2732 35 0.1380 30
100 300 0.1526 44 0.1504 53
100 350 0.1685 160 0.1570 217
200 250 0.1410 33 0.1380 30
200 300 0.1462 49 0.1504 53
200 350 0.1537 148 0.1570 217
350 400 0.1509 425 0.1419 459
350 450 0.1595 490 0.1548 560

5 结 论

股票市场是个非稳定的时间序列,利用常规

的预测方法往往效果不好.AOSVR在处理时间

序列问题方面比批处理的支持向量机在时间空间

效率方面有更好的特性.本文将Cherkassky方法

结合在AOSVR中达到在线自适应更新SVR参

数,可以更好地刻画股票市场变化不稳定的特性,
在实验中取得了良好的效果.本文同时讨论了利

用“忘记”阈值舍掉早期样本点来提高空间时间效

率的方法.但是这种方法仍然是尝试性的,一个切

实可行的选择“忘记”阈值方法将是以后研究的努

力方向.
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AOSVRalgorithmwithadaptiveparametersand
itsapplicationtostockmarketforecast

WU Wei*, ZHANG Ling

(DepartmentofAppliedMathematics,DalianUniversityofTechnology,Dalian116024,China)

Abstract: With the application to stock market forecast as background, Cherkassky's
parameter-selectionmethodisembeddedintoanonlinesupportvectorregressionalgorithmAOSVR,

resultinginanadaptiveAOSVRalgorithm.Forecastaccuracyandgeneralizationabilityaremuch
improvedthroughonlineadaptingtheSVRparametersaccordingtothemovementofthetimeseries.
Meanwhile,basedonthecharacteristicsofstockmarket,a″forgetting″biasisusedtoignoretosome
extenttheearlierdataandtoconcentrateontherecentdata.TheadaptiveAOSVRalgorithmis
successfullyappliedtotheforecastofthetimeseriesofShanghaistockmarketindex.

Keywords:onlinesupportvectorregressionalgorithm;parameterselection;non-stationarytime
series;stockmarketforecast

016 大 连 理 工 大 学 学 报 第49卷 


