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摘要:基于Kriging代理模型的优化算法对于解决函数计算昂贵的优化问题非常有效,但并

不适用于高维参数的优化.针对该问题,提出了一个混合Kriging代理模型和多种优化技术

的算法.该算法在Kriging模型选择新样例点时使用单维参数独立优化以克服维度灾难并提

高收敛速度,同时基于已构建的Kriging代理模型信息提出一种新的动态坐标扰动策略,并
将该策略用于高维参数优化以得到更好的目标函数值.为了保证不丢失全局最优解,在使用

一般期望提高加点策略作为选点原则时,在期望函数的多个峰值同时选点.为了验证算法的

有效性,将该算法应用于具有41维参数的人类白细胞代谢网络参数估计问题.实验结果表

明,在有限的迭代次数下,该算法能产生较小的目标函数值,以及和实验拟合较好的参数估计

结果.
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0 引 言

参数估计问题通常被当作优化问题来解决,

该优化问题致力于找到一组参数p,使用最小二

乘法作为目标函数,使得该组参数能对实验数据

给出最好的拟合结果.在此优化过程中每给定一

组参数就要计算对应的函数值,再和实验数据进

行比较确定目标函数值.
在许多实际的工程参数估计问题中,和参数

对应的函数计算常常极其昂贵,需要耗费大量的

计算时间,特别当优化问题含有多个局部最优值

且待估计参数又是高维时,要找到全局最优解就

变得尤为困难.此时比较现实的做法应该是,在有

限的计算资源条件(如确定的迭代次数或函数计

算次数)下找到近似全局最优解,本文提出的优化

算法是服从于这个大前提的.
使用基于梯度的优化算法进行局部优化,然

后通过多初始值方法找到全局最优解是参数估计

最常采用的算法[1].但当梯度需要使用数值差分

计算时,不仅会带来计算时间延长的问题,还会由

于函数不光滑使得计算得到的梯度不可信,从而

影响参数估计的准确性.启发式的优化算法是进

行参数估计的另一策略,如模拟退火算法、遗传算

法、粒子群算法等[2-3]都曾用于参数估计领域.此
外分散搜索[4]也常常用于全局优化以找到拟合最

好的参数集合.
对于参数估计中含有昂贵的函数计算问题,

最自然的想法就是使用代理模型来代替昂贵的函

数计算以期减轻计算负担.常用的代理模型有响

应面模型,径向基函数、神经网络和 Kriging模

型.在这些基于代理模型的优化算法中,基于

Kriging模型进行优化研究是应用最广泛的,这主

要归结于Kriging模型用于优化问题时不仅能给

出优化结果,而且能够给出优化的不确定性估计,



这种不确定性等价于Kriging代理模型的不确定

性,同时该模型特别适用于解决非线性问题[5].但
是将Kriging代理模型直接用于高维参数优化领

域却并不现实,因为参数的高维度意味着选择样

例点要多,而样例点的增多会增加 Kriging建模

的计算时间.而且,高维参数之间复杂的相互作用

也会使得各维度对目标函数的影响被削弱,表现

为目标函数值不会随着优化次数的增多而有明显

的下降.本文针对含有昂贵函数计算的高维参数

估计问题,在Kriging优化框架下,使用一般期望

提高(GEI)[5]加点准则在期望提高(EI)[6]函数的

多个峰值搜索时,对每个维度参数独立优化以克

服各维参数之间的相互影响及由此带来的维度灾

难;同时基于已构建的 Kriging模型信息提出一

种新的动态坐标扰动策略,并应用该策略微扰样

例点中目标值较小点的部分坐标以得到更好的样

例点.考虑到 Kriging建模时间会随着样例点数

目的增多而有所增加,因此使用李征[7]提出的区

域分割法以节省建模时间.

1 算法描述

1.1 基于Kriging的优化算法

一般的基于Kriging的优化算法流程如图1
所示.

图1 基于Kriging的优化算法流程图

Fig.1 TheflowchartofKriging-basedoptimization

algorithm

在该流程中,初始样例点的生成可以基于任

何取样技术,关键是如何保证所选样例点在所有

参数空间均匀分布.常用的采样技术有拉丁超立

方取样[8]、极大熵取样[9]、均匀取样[10]等.
Kriging代理模型通常表示为如下形式[11]:

f̂(x)=μ̂+rT(x)R-1(f-1μ̂)

μ̂=1TR-1f/1TR-11
(1)

式中:f̂(x)是使用Kriging模型计算出来的预测

值;μ̂是Kriging中值;R是n×n矩阵,它在(i,j)
处的元素为k(x(i),x(j)),其中k是核函数;r是

一个n维向量,它的第i个元素是k(x,x(i));f=
(f(x(1))f(x(2))… f(x(n))),其中f(x(i))
表示点x(i)处的响应值.

加点准则就是如何选择新的样例点的准则,
该准则一般会作为选点过程的目标函数而存在.
Kriging是一种基于高斯过程的模型,因此可以估

计出模型的不确定性.这一特征有助于确定在设

计空间的哪些区域增加新样例点以提高模型的精

度.常用的加点准则有期望提高准则,该加点准则

不仅给出了可能提高的信息而且给出了这种提高

尺度的度量,该准则如下:

E(In(x))=

(ymin-ŷ(x))Φ((ymin-ŷ(x))/

sn(x))+sn(x)ϕ((ymin-ŷ(x))/

sn(x)); sn >0
0; sn =0

ì

î

í

ï
ïï

ï
ïï

(2)

式中:Φ(·)是标准分布函数,ϕ(·)是可能密度函

数,ymin是样例点中的最小目标函数值,ŷ(x)是在

x点的预测值,sn(x)是在x点的均方误差.式(2)
的第一部分表示目标函数值小且估计精确的区

域,在该区域进行搜索即是在当前最小目标函数

值点附近进行搜索,是一种局部搜索;式(2)的第

二部分表示高度不确定区域,在此部分的搜索被

认为是一种全局搜索.EI最大加点准则就是搜索

这样的点:要么预测值比当前最小目标函数值小

的点,要么预测值有较大不确定性的点.可见,期
望提高搜索能自动平衡局部与全局搜索两种趋

势,因此EI最大化常常作为选择新样例点的目标

函数.
1998年Jones等[12]指出,由于 Kriging的常

用工具箱DACE在其代码实现时低估了方差,加
之初始建立的 Kriging模型通常不精确,可能会

使期望提高(EI)最大化搜索徘徊在已经探索过的

局部极值区域.因此需要一种在优化开始就能进
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行更广泛全局探索的优化算法,一般期望提高

(GEI)准则应运而生.该准则为期望提高加上了

一个指数权,其定义如下[5]:

E(Ig)=sg∑
g

k=0

(-1)k
g
k

æ

è
ç

ö

ø
÷ug-kTk

T0 =Φ(x),T1 =-ϕ(x)

Tk =-xk-1ϕ(x)+(k-1)Tk-2

(3)

同EI公式定义一样,Φ(·)是标准分布函数,
而ϕ(·)是可能密度函数.u表示在x 点的期望提

高值,被定义为u=ymin-ŷ(x)
s .式(3)中g因子

起到在局部搜索和全局搜索之间平衡的作用:大
的g值暗示搜索会在更全局的区域进行,而小的

g值则表示该优化算法会探索当前最优值的附近

区域.
基于Kriging的优化算法通常采用的收敛准

则为:在下一个待加点处期望提高的绝对值小于

一个足够小的数(如1%)或是达到预先设定的最

大迭代次数.
1.2 混合 Kriging代理模型的高维参数估计优

化算法

本文提出的优化算法是在Kriging的优化算

法框架下提出的改进,这种改进主要包括如下3
点:(1)以GEI为加点原则(即GEI最大为目标函

数),针对GEI定义设定多个g 值,在一次迭代中

同时兼顾局部与全局搜索;(2)单参数独立优化克服

维度灾难并提高收敛速度,使用序列二次规划方法

针对每维参数单独优化;(3)基于已建立的Kriging
代理模型提出新的动态坐标扰动策略.对所有样

例点的目标函数值升序排列,选取前m 个点,根
据本文提出的动态坐标扰动策略对其坐标进行扰

动.此时流程图1中的第三部分变为图2所示.图

2中的n 在算法中取4,即g 分别设为{0.25,

0.50,0.75,1},一轮完毕后g=g/2,m 设为2.
动态坐标扰动策略的提出基于这样一种思

想:最优值应该在当前具有最好目标值的样例点

附近(当前最好目标值不是最优值时).因此,对当

前最好样例点的部分坐标进行微扰既保证了新点

不会离原来点太远,又为其探索多个方向提供了

可能.虽然扰动最好样例点的所有坐标会带来更

大的探索空间,但也会使得扰动点偏离当前最优

点更远,从而浪费后续的迭代次数.本文提出的动

态扰动策略是在 DYCORS[13]策略启发下设计

的.这两种策略的主要区别在于 DYCORS采用

严格的递减函数达到从全局向局部的过渡,而本

文提出的动态扰动策略充分利用了已建立的

Kriging代理模型,将模型中描述参数相关性的θ
作为选择扰动坐标的标准.θ越大说明该变量越

重要,即该维度的一个微小变动就会对相关函数

有大的影响,因而对函数目标值也有大的影响.在
模型不精确情况下,具有大θ的参数较多,随着模

型精度的不断提高,大θ对应的参数不断减少,从
而达到扰动坐标数目的逐步递减.动态坐标扰动

过程如图3所示,其中ε=103.

图2 修订基于Kriging优化算法第三部分

Fig.2 ThethirdmodifiedpartofKriging-based

optimizationalgorithm

图3 动态坐标扰动算法

Fig.3 Thealgorithmofdynamiccoordinatedisturbance
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考虑到Kriging建模时间会随着样本数目的

增多而延长,本文采用李征提出的区域分割法即

基于主成分分析方法对样本进行空间划分,在多

个子空间并行建模以节省计算时间,具体区间划

分方法参考文献[7].引入并行化后的改进优化算

法流程如图4所示.

图4 引入并行化后的改进优化算法流程图

Fig.4 Theflowchartofparallelimprovedoptimization

algorithm

2 计算结果

2.1 算例介绍

为了检测本文提出算法的有效性,将该算法

应用于人类白细胞代谢网络的参数估计问题.人
类白细胞代谢网络使用13个米氏方程表示的酶

促反应来描述其动力学特征,米氏方程使用常微

分方程描述,为了估计该网络的参数常常需要进

行积分计算.Voit等[14]认为,对于带有积分计算

的优化问题,积分所耗费的时间占整个优化时间

的95%以上,因此是一种带有昂贵计算的优化问

题.
该模型中总计有41个参数不能从实验中获

取,必须依赖于优化算法进行估计.根据这41个

参数在代谢过程中承担的角色和它们的取值范

围,可以将其分为8类[2],如表1所示,其中参数

的最大变动范围跨越6个数量级,最小的跨越1
个数量级.因此该问题的参数估计不仅是一个含有

昂贵计算的高维参数估计问题,还是一个参数变动

范围大的参数估计问题.由于米氏方程的高度非

线性,此问题还同时具有高度非线性特征.

表1 待估计参数信息

Tab.1 Theinformationofparameterstobeestimated

类名 变化下限 变化上限 参数个数

Kcat 100 1×104 5
Km 0.1 1×103 5
Kd 1×10-5 10 10
Kicom 0.1 1×102 7
Kilr 0.01 10 4
KI 100 1×103 4

Kiltb5lox 0.01 1 1
Enzyme 1×10-3 10 5

2.2 计算条件设定及结果说明

针对人类白细胞代谢网络的参数特征,在初

始样例点生成时采用对数拉丁超立方取样和均匀

取样相结合的方式.因为初始样例构建的模型一

定不准确,所以初始样例的数目应该尽量少,在节

省计算时间的同时为后续样例保留机会.本文初

始为该网络生成4组样例,每组样例400个.每组

样例中目标函数最小值分别为1.6300×104、

1.5241×104、1.3372×104、1.4663×104.本文

算法的收敛准则定义为两条.其中第一条如下所

示:

maxE(I(x))≤ε(Ymax-Ymin);ε<1

μ(x)= ŷpredict-ytrue /σ̂(x)<3
(4)

μ(x)是标准差.第二条是迭代次数少于21
次,以此体现的是资源受限优化.该算例的积分计

算使 用 Sundials工 具 箱,软 件 的 开 发 平 台 是

VisualC++ 6.0,运行环境是Intel(R)Core
(TM)4CPU2.8GHz.

为了证明该算法的有效性,特别是单参数优

化和动态坐标扰动策略的有效性,首先给出人类白

细胞代谢网络参数估计在4种优化策略作用下的

结果比较,其中4种优化策略分别是:(1)所有坐标

同时优化没有动态坐标扰动(AOND);(2)所有坐

标同时优化有动态坐标扰动(AOWD);(3)单坐

标分别优化没有动态坐标扰动(SOND);(4)单坐

标分别优化有动态坐标扰动(SOWD).4种策略

的优化过程如图5所示,其中 AOND和 AOWD
对应左侧坐标,SOND和SOWD对应右侧坐标.

从图5可以看出,所有带有扰动的迭代过程

都呈现出递减的趋势,这主要是因为动态扰动都

是在数据集中具有最小目标值的样例点上扰动完

成的,且只有当扰动后的目标值小于原目标值才

会发生替换,但因为在某些点扰动不会带来目标

函数值的减小,因此这些曲线并不表现为单调递
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(a)数据集1

(b)数据集2

(c)数据集3

(d)数据集4
图5 4种策略优化结果比较

Fig.5 Comparisonofoptimizationresultsby
fourstrategies

减趋势.同时还可以看出单维优化效果要明显好

于多维同时优化效果,这主要归因于多维同时优

化时彼此之间复杂的相互作用,可能抵消单维独

立优化对目标值的影响.

为了比较不同加点准则对优化结果的影响,
使用相同的4组初始样例集,分别以基于EI最大

和GEI最大作为选择新样例点的目标函数,在

Kriging框架下执行SOND策略,执行结果如表2
所示.

表2 EI和GEI两种加点准则下得到的最

优目标函数值比较

Tab.2 Thecomparisonofoptimalobjectivevalue
forEIandGEIsamplingfillcriterion

数据集 初始目标函数最小值
最优目标函数值

EI GEI

1
2
3
4

1.6300×104

1.5241×104

1.3372×104

1.4663×104

2693.64
3230.57
2197.91
1940.64

2074.47
2225.83
2086.35
1924.07

由表2可以看出,基于GEI加点优化得到的

最优目标函数值普遍优于基于EI加点优化得到

的最优目标函数值.
图6给出了不同处理器数目对4个数据集优

化过程的影响.由图6可以看出,优化结果会随着

处理器数目的增加而变好,这是因为随着处理器数

目的增加,样例空间区域划分的范围变小,建模精

确度提高.但这并不意味着不断增加处理器的数目

就会使得优化结果持续变好,因为处理器的数目对

应着样例区间的划分,区间划分得太细会造成该区

域样例点的过分稀疏从而影响建模的精度和优化

的结果.由图6也可看出当处理器数目不同时,同
一数据集优化过程选择的新样例点会有交叉.

为了显示本文算法的有效性,将该算法(4个

处理器20次迭代4组集合中最优值)和其他3个

可用于此类问题的参数优化算法进行比较,参与

比 较 的 算 法 为 TS-VFBRH[15]、MCA[2]、

SSMGO[4].优化结果如表3所示,由表可以看出,
本文算法在较少时间内得到了和3个算法中最好

算法接近的目标函数值.这些优化算法估计得到

的参数值和实验数据拟合的效果如图7所示.
基于Kriging代理模型的优化算法有一项重

要的评价指标就是计算Kriging代理模型的近似

误差.这种近似误差可以作为衡量参数估计结果

不确定性的标准.一般可以使用两种误差定义来

估计[16].第一种是平均相对误差,定义如下:

 e= 1n∑
nt

i=1
e(i),e(i)= (ŷ(i)

t -y(i)
t )/y(i)

t (5)

其中nt是检测样例点的个数,ŷ(i)
t 和y(i)

t 分别是在
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(a)数据集1

(b)数据集2

(c)数据集3

(d)数据集4

图6 不同处理器数目对优化结果影响

Fig.6 Effectofdifferentnumberofprocessors
onoptimizationresults

表3 不同优化算法的比较

Tab.3 Comparisonofdifferentoptimizationalgorithms

算法 最优目标函数值 计算时间/min

本文算法

SSMGO算法

TS-VFBRH算法

MCA算法

667.9940

1135.5760

627.2054

6876.4210

23.1895

28.5955

32.2296

(a)ltb4_noAA

(b)ltb4_AA

(c)20-OH-LTB4_noAA

(d)20-OH-LTB4_AA
图7 不同算法与实验数据拟合效果比较

Fig.7 Effectcomparisonofdifferentalgorithmsfitting
theexperimentaldata

测试点i的预测值和计算值.第二种是均方误差,
定义如下:

σe = ∑
nt

i=1

(e(i))2/nt (6)

022 大 连 理 工 大 学 学 报 第55卷 



由于本文算法具有参数维度高,参数变化范

围大这两个特点,在有限的计算资源条件下(固定

的迭代次数),要求构建的Kriging模型在所有参

数、所有维度的整个变化范围都具有高精度是不

现实的,因此本文在对模型精度进行估计时采用

两种策略:(1)在最优值的邻近区域随机取样计算

近似误差;(2)在所有参数的整个变化范围随机取

样(全局取样)计算近似误差.两种策略下都分别

取20个点进行估计,比较结果如表4所示.在最

优值的邻近区域随机取样计算近似误差均小于

3%,说明此时模型是准确的.而全局取样计算误

差的最小误差也是大于40%的,说明建立的模型

在全局范围内精度不高,这主要归咎于参数维度

过高,变化范围过大,在有限样例个数和有限的迭

代次数下得不到全局范围内高精度的模型.这也

符合本文提出这个算法的初衷,即在有限的计算

资源条件下,找到全局近似最优解.

表4 Kriging模型的近似误差

Tab.4 ApproximationerrorsofKrigingmodel

策略
平均相对误差 均方误差

数据集1 数据集2 数据集3 数据集4 数据集1 数据集2 数据集3 数据集4

最优值附近 0.0206760 0.0213200 0.0263000 0.0196760 0.0239837 0.0215100 0.0292000 0.0208370
全局范围 0.5420 0.4400 0.6011 0.5720 0.6130 0.4800 0.6593 0.6130

3 结 语

本文针对带有昂贵计算的高维参数估计优化

问题,提出了一种基于 Kriging代理模型同时引

入单参数优化、动态坐标扰动,及多GEI加点的

混合优化算法.为了检测该算法的有效性,将该算

法应用于一个带有41维参数的人类白细胞代谢

网络的参数估计问题,结果表明,在有限的计算资

源下该算法能在较少的时间内得到和其他算法具

有可比性的优化结果,而且估计的参数和实验数

据拟合效果较好.下一步的工作是改进加点准则,
使得新增加的点具有最大的信息量.
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HybridKrigingsurrogatemodeloptimizationalgorithm
forhigh-dimensionparameterestimation
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2.DepartmentofComputerScience,DalianNeusoftUniversityofInformation,Dalian116023,China;

3.StateKeyLaboratoryofStructuralAnalysisforIndustrialEquipment,DalianUniversityofTechnology,

Dalian116024,China)

Abstract:Krigingsurrogate-basedmodeloptimizationalgorithmisaneffectivealgorithminsolving
optimizationproblemswithexpensivecomputation.However,itisnotfeasibletodealwiththe
parameterestimationofhigh-dimension.Aimingatthisproblem,anewoptimizationalgorithm,i.e.
hybridKrigingsurrogatemodelandotheroptimizationtechnologiesforhigh-dimensionparameter
estimationisproposed.Inthisalgorithm,singleparameterestimationisadoptedforKrigingmodel
infillsamplingtoconquerthecurseofdimensionalityandimprovetheconvergencerate.Meanwhile,

basedontheinformationofthebuiltKrigingsurrogatemodelanewdynamiccoordinatedisturbance
strategyispresentedandusedforhigh-dimensionparameterestimationtorefineobjectivevalues.To
avoidmissingtheglobaloptimalvalue,multi-modalsearchingbasedonsamplingfillcriterion.i.e.
generalizedexpectedimprovementisintroduced.Itseffectivenessisverifiedbyestimatingparameters
ofahumanpolymorphonuclearleukocytemetabolicnetworkwith41dimensionparameters.The
experimentalresultsshowthatthealgorithm canproducebetterparameters'estimationresults
agreeingwithexperimentaldataandsmallobjectivevaluesunderlimitednumberofiterations.

Keywords:Krigingsurrogatemodel;parameterestimationofhigh-dimension;limitedcomputing
resource;generalizedexpectedimprovement
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