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摘要:针对现有集群异常作业预测方法预测效率低、预测时间长的问题,提出一种分段集群

异常作业预测(SCAJP)方法.该方法分为离线预测和在线预测两个阶段:离线预测阶段,依据

作业子任务的静态特征对子任务终止状态进行预测,并仅在线预测此阶段的正常子任务所属

作业;在线预测阶段,在计算作业子任务动态特征的同时,采用改进门控递归单元(IGRU)神
经网络根据动态特征实时预测任务终止状态是否异常.两个阶段的最后均根据作业与其子任

务的相关性检索异常作业,实现对异常作业的预测.实验结果表明,该方法在灵敏度、精确度

和预测时间方面明显优于其他方法.
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0 引 言

目前,由于集群环境复杂且同时处理作业的

数量巨大,集群作业异常频发.通过对Google发

布的数据中心资源负载日志[1]分析,发现超过67
万个作业中只有57.6%的作业被成功执行,超过

40%的作业因发生异常被系统终止[2-3].集群系统

中,一个作业通常会被划分成多个子任务执行[4],
因此某一子任务的异常会影响整个作业的终止状

态[2].而集群管理系统为提高计算效率,会对异常

任务进行反复调度[5],且由于集群平台没有调度

次数限制,对异常作业子任务的反复调度会显著

增加调度负载,导致系统资源剧烈变动,并可能被

攻击者利用实施任务注入攻击或拒绝服务攻

击[6].为避免异常作业对集群系统及用户隐私产

生危害,在作业执行前期准确、快速预测其终止状

态的方法已成为研究热点.
现有作业终止状态预测方法的研究主要集中

于分析作业特征与作业终止状态之间的联系.文
献[7]使用支持向量机(SVM)对异常作业进行离

线预测,由于选用特征值较少,预测准确度较低.文
献[8]采用长短时记忆(long-shorttimememory,

LSTM)神经网络,通过静态特征判断作业最终是

否成功执行,但LSTM 神经网络结构较为复杂,
所需预测时间较长.文献[9]提出了一种异常频率

阈 值 学 习 (anomaly frequency threshold
learning,AFTL)算法计算作业执行前期的资源

使用特征,在线预测作业终止状态.此算法计算及

预测方式较为简单,不适用于大样本环境.文献

[10]中 的 在 线 序 列 极 限 学 习 机 模 型 (online
sequentialextremelearningmachine,OS-ELM)
在线预测分为两个阶段,先构建每个时刻作业子

任务的资源占用量矩阵,然后在线预测作业终止

状态,因此任务预处理时间较长,且未考虑集群环

境下多任务作业与其子任务的相关性,导致对作

业的预测效率降低且预测时间增加.
针对上述方法的预测时间长、效率低且未考

虑作业与其子任务之间相关性等问题,本文从作

业的子任务角度分析作业执行异常的特征并预测

作业终止状态.在分析不同阶段的任务特征基础

上,设计一种用于在线预测任务终止状态的改进

门控递归单元(IGRU)神经网络.之后通过分析

作业与其子任务之间的相关性,提出一种新的分

段集群异常作业预测(SCAJP)方法,以期在作业



运行前期快速、准确预测作业终止状态,提前终止

无法正常执行的作业,从而节省集群平台的资源

占用,减缓系统调度负担,保障系统的运行安全.

1 定义与说明

在本文研究中做出如下定义:
(1)正常任务:集群环境下成功执行的任务.
(2)异常任务:无法正常完成且可能造成系统

负载过大的任务.
(3)作业状态相关性:任务的终止状态与其所

属作业的终止状态之间的关系.
用户提交作业至集群平台后,集群系统将作

业划分成多个ID相同的子任务,并部署至不同虚

拟机运行.每一个子任务的运行终止状态决定了

其所属作业能否正常执行[2],因此属于同一作业

的子任务中只要出现一个异常任务,无论其他子

任务运行正常与否都会导致作业异常.
(4)异常作业:拥有一个或者多个异常子任务

的作业.
任务的生命周期[11](图1)包括离线和在线

(运行)两个阶段.任务运行后,根据其运行是否正

常,任务呈现出若干状态.由于任务状态的不同,
任务所具有的特征也不一致.对于某一作业,其子

任务的特征可以代表该作业的属性[12-13].子任务

的特征包括静态特征和动态特征.

图1 任务的生命周期

Fig.1 Lifecycleofthetask

(5)静态特征:任务离线时已经具备且在运行

时不变的特征.
分析Google数据集,任务在离线时具备的以

下属性能对任务终止状态造成影响:调度类约束

值[7]、任务同ID的任务数[4]、任务优先级[5]、任务

的请求资源量.其中任务的请求资源量包括任务

在运行时所需的CPU占用量、RAM 占用量以及

DISK占用量.
静态特征代表任务的基本属性,在一定程度

上影响任务终止状态[7],但任务在运行阶段的每

一时刻的CPU占用量、RAM 占用量以及DISK
占用量的使用情况不同,相同时间间隔的资源占

用量和峰值不同,所以正常任务与异常任务之间

的实际资源占用量会有明显差距.
(6)动态特征:任务在运行阶段每一时刻变化

的资源使用特征.
对于任务i在运行阶段的第d个时刻,资源占

用量Zd 满足式(1),则该任务的异常次数Qi 加1.
Zd >Vavr

Vavr=∑
d

m=1
Zm d

(1)

其中Vavr表示d 时刻之前资源占用量的平均值.
同时,若第d 个时刻及第d-1个时刻满足式

(2),则Qi累计加1.

 
Zd-Zd-1 >Vmax

Vmax=max(Zm-Zm-1 );m=1,2,…,d
(2)

其中Vmax表示d时刻之前资源占用量变动的最大

值.将任务i在第d 个时刻的Zd、Qi 作为其特征

值,即为任务i在时刻d 的动态特征.
任务每时刻特征都会对其终止状态造成影

响,任务执行过程中出现异常频次越高,则该任务

为异常任务的可能性越大[9].

2 异常作业预测方法

通过上文对作业子任务离线阶段的静态特征

和在线阶段的动态特征定义和分析可知,这两种

特征均可用于区分正常任务与异常任务.本章首

先介绍在任务离线及在线阶段对任务终止状态的

不同预测方法,之后提出一种异常作业预测方法,
该方法将集群环境下的异常作业预测分为离线和

在线两个阶段.离线预测阶段,依据作业子任务静

态特征预测任务将来是否异常,并仅在在线预测

阶段预测前一阶段正常作业;在线预测阶段则根

据作业子任务的动态特征来实时预测其终止状

态.两个阶段的预测均通过作业状态相关性检索

异常作业,完成最终对作业的预测.
2.1 任务离线预测

集群中作业数量巨大,同时在线预测所有运

行任务将占用大量的系统资源,为降低在线预测

的压力,在任务离线阶段,直接由任务静态特征对

任务进行预测,之后仅对离线预测为正常的作业

及其子任务进行在线预测,这样就可有效提高预

测效率并缩短预测时间.
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SVM可在特征空间构建一个间隔最大的超

平面对任务进行非线性分类,因此广泛应用于任

务分类领域.本文在离线阶段选用SVM 模型,将
预测任务终止状态转化为根据任务静态特征对任

务分类[6]的问题.SVM分类方法设计如下:
输入任务i的静态特征序列fi(i=1,2,…,

N),求解分类正常任务与异常任务的最大间隔超

平面,等价于求解式(3)的二次优化问题.

min
ω,e,ξi

1
2 ω 2+G∑

N

i=1
ξi

s.t. 1-yi((ω,fi)+e)≤ξi

i=1,2,…,N

(3)

其中ω 为分类平面的法向量,e为常量,G 为惩罚

参数,ξi 为允许任务偏离平面的距离.
经过SVM分类之后,根据作业状态相关性

检索异常任务ID并终止调度此阶段异常作业,正
常作业在系统中等待调度及之后的在线预测.
2.2 任务在线预测

集群系统调度并执行任务,在线运行阶段,根
据任务动态特征实时预测任务终止状态,及时终

止运行的异常任务,从而减少系统资源消耗.
2.2.1 门控递归单元神经网络的改进 在处理

具有时间特性的任务动态特征时,门控递归单元

(gatedrecurrentunit,GRU)神经网络[14]可学习

不同时刻的特征信息与任务终止状态之间的依赖

关系,根据每时刻特征实时预测任务将来状态.为
了提高处理效率,GRU可选择丢弃之前任务动态

特征中的次要信息.因此在任务运行过程中,

GRU的预测性能明显优于其他机器学习方法.
而普通GRU采用固定权重处理每时刻变化

的任务动态特征,因此每时刻不同的动态特征信

息被丢弃的程度一致,最终导致处理特征信息的

效率降低从而影响预测准确度.为了改进普通

GRU不能根据任务动态特征动态调节记忆程度

这一不足,本文根据集群任务的动态特征,使用式

(4)中动态权重μ代替固定权重.

μ=φ
Qi

tZi
t

∑
N

i=1
Qi

t∑
N

i=1
Zi

t

(4)

其中Qi
t 为当前时刻t任务i的异常次数,Zi

t 为当

前时刻t任务i的资源占用量,φ为常数.
改进后的动态权重随着每时刻任务异常次数

及资源占用量变化.在任务执行过程中,使用动态

权重控制特征信息的丢弃程度,最大限度保留异

常任务在不同时刻的动态特征.
2.2.2 基于改进GRU的任务在线预测 为了

提升在线预测准确度和效率,基于动态权重和普

通GRU信息处理过程,本文提出一种改进门控

递归单元(IGRU)神经网络,用于处理任务动态

特征并在线预测任务终止状态.IGRU改进了用

于衡量信息重要程度的权重计算方法,使得对动

态特征信息的处理过程更符合集群作业的动态特

征和集群环境需求.IGRU结构如图2所示.

图2 IGRU结构

Fig.2 ThestructureofIGRU

IGRU处理任务动态特征信息及预测任务终

止状态过程设计如下:
步骤1 任务i在时刻t时,前一时刻t-1

的输出特征状态信息ht-1和当前时刻t的动态特

征信息序列xt 由输入节点Ic 进入IGRU.Ic 将

ht-1及xt 传送到重置门rc 与更新门zc.
步骤2 重置门rc 决定ht-1中信息的丢弃

程度,并由式(5)计算信息丢弃之后的状态vt.
vt=μ(xtWr+ht-1Ur) (5)

其中Wr 为当前时刻t到rc 的连接矩阵,Ur 为上

一时刻t-1到rc 的连接矩阵.在时刻t,vt 越小,
说明ht-1中信息被丢弃程度越大.

更新门zc 控制ht-1被保留在当前状态中的

程度,由式(6)得到更新后的状态ut.ut 越大,说
明在当前状态中ht-1及xt 保留的信息越多.

ut=μ(xtWz+ht-1Uz) (6)
其中Wz 为当前时刻t到zc 的连接矩阵,Uz 为上

一时刻t-1到zc 的连接矩阵.由式(4)可知,动
态权重随着动态特征的改变不断变化,即在每时

刻t,任务的动态特征决定了rc 和zc 对动态特征

信息的丢弃及记忆程度.
步骤3 使用tanh激活函数处理vt,得到待

选状态st.处理后的特征信息vt 与ut 以及待选状

态st 在隐含层融合,得到丢弃了次要信息同时保

留重要信息的隐含层状态ht.
步骤4 由ht 通过式(7)计算得到当前时刻

t的最终输出信息pt,pt 最终通过输出节点Oc 输

924 第4期 谢丽霞等:一种分段集群异常作业预测方法



出为下一时刻的ht-1.WO 表示当前时刻t到Oc

的连接矩阵,μ决定融合后的特征状态信息进入

下一时刻的程度.
pt=μ(htWO) (7)

步骤5 IGRU记录时刻t及对应时刻的最

终输出信息pt,同时根据之前每时刻的pt 与当前

时刻特征信息xt 以及pt 与xt 之间的依赖关系预

测任务终止状态是否异常.
2.3 集群异常作业分段预测方法

根据SVM和IGRU预测任务终止状态过程

以及作业状态相关性,本文提出一种分段集群异

常作业预测(SCAJP)方法.
SCAJP首先对作业子任务进行离线预测,离

线阶段的正常作业进入在线预测阶段.在线预测

时,由IGRU实时处理任务运行过程中每时刻的

动态特征,并预测任务终止状态是否异常.每个阶

段均根据作业状态相关性,检索出已被预测为异常

任务的所属作业标记为异常作业,并停止调度或

者运行该作业的其他子任务.具体方法设计如下:
步骤1 任务静态特征提取.在总量为N 的

任务集中,针对待处理任务i,提取其静态特征作

为静态特征序列αi
n,构造静态特征数据集 D=

{(i,αi
n)}(i=1,2,…,N).
步骤2 任务离线预测.SVM通过静态特征

数据集D 预测任务是否异常.输入任务i的静态特

征序列αi
n,SVM计算D 的最大间隔超平面,任务

被分为正常任务和异常任务两类,执行步骤3.
步骤3 离线阶段异常任务处理.对于步骤

2中被预测为异常的任务,集群系统停止对此类

任务进行调度并记录其任务ID,并跳转至步骤4.
步骤4 离线阶段异常任务检索.对步骤3

中的异常任务ID进行检索,停止调度ID一致的

任务,并标记其所属作业为异常作业,未被标记为

异常的作业进入步骤5.
步骤5 任务动态特征计算.系统调度并执

行步骤4中正常作业的子任务,对于当前时刻t,
系统处理的某一任务i',系统实时计算任务i'在

该时刻的动态特征,并生成动态特征序列βi
k',得

到任务i'在时刻t的动态特征数据集Dt={(i',t,

βi
k')}(i'=1,2,…,N).

步骤6 任务终止状态在线预测.在当前时

刻t,IGRU记录并处理Dt 中任务i'在时刻t之

前每个时刻的动态特征序列,由此实时预测任务

终止状态.在时刻t,若IGRU预测任务i'的最终

状态为异常,则i'跳转至步骤7;若无异常,则该

任务继续运行.
步骤7 在线阶段异常任务处理.对于在当

前时刻t,终止状态被预测为异常的任务,集群系

统立刻终止此任务的运行并记录其任务ID,然后

执行步骤8.
步骤8 在线阶段异常作业检索.实时检索

与步骤7中异常任务ID一致的任务并停止其运

行,同时将该任务所属作业标记为异常作业,结束

作业预测.

3 实验与结果

3.1 实验数据及环境配置

在验证实验中,原始数据集为Google发布的

集群任务性能数据集中前10d的任务数据集[1].
对该数据集进行筛选及清洗,去除记录不完整的

数据,包括在记录之前就已经运行的作业、在记录

结束后还未结束的作业、未调度已经结束的作业

等有确实信息的作业.清洗之后得到的数据集包

含18623个作业,本文随机选取18000个作业作

为实验数据集,并且采用本文中对正常作业及异

常作业的定义为实验数据集中作业进行分类.将
实验数据集随机划分成训练集和测试集,分别用

于方法训练及预测效果测试.
实验硬件配置采用IntelCorei5-3570CPU

@3.40GHz处理器,配备4GB内存及500GB磁

盘;装配 Windows764位操作系 统.实 验 使 用

MySQL数据库及Python编程语言处理作业数据.
3.2 实验过程

在 相 同 实 验 环 境 下,采 用 SVM、GRU、

AFTL、OS-ELM 和本文的SCAJP方法,对实验

数据集中的作业分别进行预测.为对比上述5种

方法的性能,定义灵敏度、精确度和预测时间3个

评价指标.
(1)灵敏度:被正确预测为异常作业占总异常

作业数的比例.
(2)精确度:预测结果与实际结果一致的作业

数在总作业中的占比.
(3)预测时间:作业终止状态被正确预测时,

已经在云集群系统中的运行时间.
在实验中,选取CPU、RAM 及DISK的占用

量作为静态特征和动态特征中的系统资源占用量

属性.
在相同实验环境下,对SVM、GRU、AFTL、
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OS-ELM和本文的SCAJP方法分别进行作业预

测实验,并计算上述各方法的灵敏度、精确度和预

测时间,计算多次预测结果的平均值并进行对比.
该实验流程如图3所示,具体实验过程设计如下:

图3 验证实验流程

Fig.3 Theprocessofverifyingexperiment

步骤1 数据集划分.实验数据集中随机抽

取3000个作业作为训练集Sα 训练各方法;每次

实验时,从实验数据集中随机抽取3000、6000、

9000、12000、15000、18000个作业分别作为测

试集St(t=1,2,3,4,5)用于验证各方法的预测效

果.实验结果取10次实验的平均值,每次实验时

均重新划分子集.
步骤2 算法训练.输入训练集Sα,训练集

中任务i的真实终止状态表示为yi,每个方法对

任务i的预测结果为y'i.式(8)中E 表示预测结果

与真实终止状态之间的误差.

E=
1; yi=y'i
0; yi≠y'i{ (8)

当yi=y'i 时,表示预测结果与任务真实终止状态

一致,此时E=1;若E=0,则表示预测结果与任

务真实终止状态不符,将E=0时的任务重新输

入,重复训练过程.
步骤3 测试与结果处理.输入测试集St,

分别对SVM、GRU、AFTL、OS-ELM 及SCAJP
方法进行测试,得到各方法预测结果.分别计算各

方法预测效率及预测时间.记录数据并重复实验

步骤,最终计算得到10次实验结果的平均值.
3.3 实验结果与分析

3.3.1 灵敏度 在预测作业数量分别为3000、

6000、9000、12000、15000及18000时,SCAJP
与SVM、GRU、AFTL、OS-ELM 的作业预测灵

敏度rs 变化如图4所示.SCAJP的灵敏度在预测

不同数量作业时均明显高于其他方法,并且随着

预测作业数量增加,SCAJP的灵敏度变化较为平

稳.但其他方法的灵敏度不断降低,是因为预测过

程中,SCAJP首先采用静态特征对作业进行离线

预测,筛选掉静态特征明显异常的作业,因此灵敏

度显著高于其他仅通过一种特征预测作业是否异

常的方法.同时本文方法的在线预测阶段通过实

时计算资源占用量所得到的任务动态特征,能更

准确地表示任务在每一时刻的执行状态,因此

SCAJP的灵敏度高于其他方法.

图4 预测灵敏度对比

Fig.4 Comparationonpredictionsensitivity

3.3.2 精确度 在测试集St 中预测作业数量分

别为3000、6000、9000、12000、15000及18000
时,SCAJP 方 法 与 SVM、GRU、AFTL 和

OS-ELM的作业预测精确度ra 变化如图5所示.
SVM的精确度与其他几种方法差距明显,说明动

态特征更符合集群作业特性.虽然随着作业数量

的增加精确度均呈下降趋势,但SCAJP精确度的

下降趋势较为平缓,并且即使在精确度最低时,其
值也明显高于所有作业数量下的其他方法.对比

同样优势明显的OS-ELM,在预测作业数量不同

的情况下,SCAJP的精确度始终在98%以上,说
明离线阶段预测能有效提升精确度.

图5 预测精确度对比

Fig.5 Comparationonpredictionaccuracy

在线预测时,IGRU采用动态权重控制动态
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特征信息丢弃程度的方式,使得SCAJP的预测结

果比其他4种方法更精准.此外,SCAJP根据作

业状态相关性检索异常作业的方式能准确标记异

常作业,从而提高预测异常作业的精确度.
3.3.3 预测时间 预测时间表示预测方法在作

业运行时在线预测作业终止状态所需时间,从而

体现预测方法的节约时间性能.预测时间越短,表
示越早预测出异常作业,从而节约异常作业所占

用的系统资源.由于SVM 方法仅用于作业未执

行前的离线预测,在预测时间验证实验中,仅对比

具有在线预测阶段的 GRU、AFTL、OS-ELM和

SCAJP.上述4种方法的预测时间如图6所示.

图6 预测时间对比

Fig.6 Comparationonpredictiontime

由图6可见,AFTL的预测时间随着作业数

量增加呈线性增长,说明AFTL不适用于大样本

预测.尽管作业数量较少时OS-ELM预测时间与

SCAJP相近,但当作业数量增加时,SCAJP的预

测时间一直小于 OS-ELM 预测时间.SCAJP的

在线预测阶段采用IGRU 实时预测任务终止状

态使得该方法能更好处理任务动态特征,从而显

著减少普通GRU所需预测时间.此外,SCAJP首

先在离线阶段根据静态特征对任务进行预测,因
此在线阶段的预测任务数量有所下降,在线预测

压力减小,预测反应也更加迅速.
由于SCAJP在两个阶段均通过作业与其子

任务之间相关性检索异常作业,避免了对同属于

相同作业的不同异常任务进行重复预测,有效减

少预测时间.图6的实验结果表明,在预测大规模

作业数据时,SCAJP能及时预测作业异常,可有

效缩短异常作业在云集群系统中的运行时间.

4 结 语

为解决传统异常作业预测方法预测效率低、

预测时间长且未考虑作业状态相关性等问题,本
文首先分析了异常作业子任务离线时的静态特征

及运行时的动态特征;其次基于异常作业在不同

阶段具备的特征及作业状态相关性,提出一种集

群环境下异常作业分段预测方法———SCAJP.该
方法分为离线预测和在线预测两个阶段.离线预

测阶段,采用SVM 通过任务静态特征预测任务

终止状态,然后根据作业状态相关性检索异常作

业,并仅在线预测这一阶段的正常作业;在线预测

阶段根据任务动态特征设计了一种动态权重用于

改进普通GRU中固定权重处理动态特征效率低

的不足,并使用IGRU通过动态特征在线预测任

务将来是否异常,此阶段预测后再次对异常作业

进行检索,完成对异常作业的预测.最终的实验结

果表明,SCAJP具有较高的预测灵敏度、精确度

和较短的预测时间.
未来考虑在离线预测时引入更多静态特征,

以减缓在线预测阶段的计算压力,并根据实验结

果不断改进动态特征计算方式,优化预测方法.

参考文献:

[1] Google.GoogleClusterData[EB/OL].[2010-01-
10].http://googleresearch.blogspot.com/2010/

01/google-cluster-data.html.
[2] SOUALHIA M, KHOMH F, TAHAR S.

Predictingschedulingfailuresinthecloud:Acase
studywithgoogleclustersandhadooponAmazon
EMR [C]// Proceedings — 2015 IEEE 17th
International Conference on High Performance
Computingand Communications,2015 IEEE 7th
InternationalSymposium onCyberspaceSafetyand
Security and 2015 IEEE 12th International
Conferenceon Embedded Software and Systems,

HPCC-CSS-ICESS2015.Piscataway:IEEE,2015:

58-65.
[3] GRZONKA D,JAKÓBIK A, KOŁODZIEJ J,

etal.Usinga multi-agentsystem andartificial
intelligenceformonitoringandimprovingthecloud
performanceandsecurity [J].FutureGeneration
ComputerSystems,2018,86:1106-1117.

[4] 王意洁,孙伟东,周 松,等.云计算环境下的分布存

储关键技术 [J].软件学报,2012,23(4):962-986.
WANGYijie,SUN Weidong,ZHOUSong,etal.
Keytechnologiesofdistributedstorageforcloud
computing[J].JournalofSoftware,2012,23(4):

962-986.(inChinese)
[5] CHEN Xin,LU C D,PATTABIRAMAN K.

234 大 连 理 工 大 学 学 报 第59卷 



Failureanalysisofjobsincomputeclouds:Agoogle
clustercasestudy[J].Proceedings-International
Symposium on Software Reliability Engineering,

ISSRE,2014:167-177.
[6] JAKÓBIKA,GRZONKAD,PALMIERIF.Non-

deterministicsecurity driven metaschedulerfor
distributedcloud organizations [J].Simulation
ModellingPracticeandTheory,2017,76:67-81.

[7] 刘春红,韩晶晶,商彦磊.基于SVM 分类的云集群

失败作业主动预测方法 [J].北京邮电大学学报,

2016,39(5):104-109.
LIU Chunhong,HANJingjing,SHANG Yanlei.
Predictingjobfailureincloudcluster:Basedon
SVMclassification[J].JournalofBeijingUniversity
ofPostsandTelecommunications,2016,39(5):104-
109.(inChinese)

[8] ISLAM T, MANIVANNAN D. Predicting
applicationfailureincloud:A machinelearning
approach [C]// Proceedings — 2017IEEE1st
InternationalConferenceon Cognitive Computing,

ICCC2017.Piscataway:IEEE,2017:24-31.
[9] 唐红艳,李 影,贾 统,等.基于时间序列分析的

杀手级任务在线识别方法 [J].计算机科学,2017,

44(4):43-46.
TANGHongyan,LIYing,JIATong,etal.Time
series based killer task online recognition
approach[J].ComputerScience,2017,44(4):43-
46.(inChinese)

[10]LIUChunhong,HANJingjing,SHANGYanlei,et

al.Predictingofjobfailureincomputecloudbased
ononlineextremelearningmachine:Acomparative
study[J].IEEEAccess,2017,5:9359-9368.

[11]GARRAGHAN P,TOWNEND P,XU Jie.An
empiricalfailure-analysis of a large-scale cloud
computingenvironment[C]//Proceedings—2014
IEEE 15th International Symposium on High-
Assurance Systems Engineering, HASE 2014.
Miami:IEEEComputerSociety,2014:113-120.

[12]ROSAA,CHENLY,BINDERW.Predictingand
mitigatingjobsfailuresinbigdataclusters[C]//

Proceedings— 2015IEEE/ACM15thInternational
SymposiumonCluster,Cloud,andGridComputing,

CCGrid2015.Piscataway:IEEE,2015:221-230.
[13]YANBYAK K, PHUNCHONGHARN P,

ACHALAKUL T. Failure detection through
monitoringofthescientificdistributedsystem [C]//

Proceedings of the 2017 IEEE International
ConferenceonAppliedSystemInnovation:Applied
SystemInnovationfor Modern Technology,ICASI
2017.Piscataway:IEEE,2017:568-571.

[14]CHOK,VAN MERRIËNBOERB,GULCEHRE
C,etal.Learningphraserepresentationsusing
RNN encoder-decoder for statistical machine
translation[C]//EMNLP2014—2014Conference
on Empirical Methods in Natural Language
Processing,ProceedingsoftheConference.Doha:

AssociationforComputationalLinguistics(ACL),

2014:1724-1734.

Apredictionmethodofstagedclusteranomalyjob

XIE Lixia*, WANG Ziying

(SchoolofComputerScienceandTechnology,CivilAviationUniversityofChina,Tianjin300300,China)

Abstract:Aimingattheproblemsoflowpredictionefficiencyandlongpredictiontimeoftheexisting
clusteranomalyjobpredictionmethods,astagedclusteranomalyjobprediction(SCAJP)methodis
proposed.Thismethodisdividedintoofflinestageandonlinestage.Thefinalstateofthejob'ssub-
tasksispredictedaccordingtotheirstaticfeaturesintheofflinestage,thenthepredictionisonlydone
forthejobtowhichthenormalsub-taskbelongs.Inonlinestage,whilecalculatingthedynamic
featuresofthejob'ssub-tasks,theimprovedgatedrecurrentunit(IGRU)neuralnetworkisusedto
predictwhetherthetaskterminationstatusisanomalyaccordingtothedynamicfeaturesinrealtime.
Attheendofthebothstages,theanomalyjobisobtainedbasedontherelevancebetweenthejoband
itssub-taskstofinishthepredictionoftheanomalyjob.Theexperimentalresultsshowthatthis
methodoutperformsothermethodsintermsofsensitivity,accuracyandpredictiontimeobviously.

Keywords:clusteranomalyjob;stagedprediction;real-timeprediction;dynamicfeatures;gated
recurrentunit
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